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摘 要：【目的】为智能监控、辅助诊断、虚拟现实、运动辅助、智能家居与安防等诸多领域提供理论基础，研究基于视频的人体行为识别技术。【方法】首先，分析基于视频的人体行为识别关键技术，主要涉及到特征提取、特征融合与描述、分类方法三个方面。接着，对近年该领域的各种方法进行整理分类。【结果】阐述了基于视频的人体行为识别的研究难点和研究方向。【局限】由于其应用的广泛性，许多重要技术未能完全涉及。【结论】对后续智能监控、虚拟现实等方面的研究具有借鉴意义。
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[bookmark: OLE_LINK29][bookmark: OLE_LINK37][bookmark: OLE_LINK43][bookmark: OLE_LINK54]Abstract: [Objective] This paper studies human action recognition based on video, which provides theoretical basis of intelligent monitoring, auxiliary diagnosis, virtual reality, sports assistance, intelligent home and security protection etc. [Methods] The key technologies were retrospectively analyzed, which mainly involve three aspects: feature extraction, feature fusion and description, and classification methods. Then, various methods in this field were sorted out and classified. [Results] we discussed the research difficulties and research directions. [Limitations] Because of its wide application, many important technologies were not fully involved. [Conclusions] It can be used for reference in the research of intelligent monitoring and virtual reality etc.
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1 引言
基于视频的人体行为识别主要是将包含人体动作的视频进行类型标识。随着视频监控和视频内容检索分析技术的发展，关于此方面的问题逐渐成为一个具有广泛应用前景的研究课题，其主要应用前景包括：智能监控、辅助诊断、虚拟现实、运动辅助、智能家居与安防等。
	基于视频的人体行为识别属于人体行为识别分析的分支，而人体行为识别的学术研究始于1973年的Johansson，其通过分析人体上部分关节的运动情况，达到人体行为描述的目标。目前， ECCV、CVPR、ICCV等国际顶级会议，都将基于视频的人体行为识别作为重要的讨论主题。
2基于视频的人体行为识别研究现状
目前，基于视频的人体行为识别研究主要涉及到计算机视觉、模式识别、特征选择、降维和分类器等技术，其核心过程是通过视频输入，进行数据预处理，而后对运动的人体目标进行检测，从运动中的人体目标提取出关键信息，进而对这些特征信息，使用语义化进行特征描述，并利用分类器技术实现对人体行为的识别。其中，Pavan等人将视觉处理分为低层处理（low-level processing）、中层处理（midlevel processing）、高层处理（higher level processing）[1]。Aggarwal等人将人体行为研究分为基于单个层次实现和基于等级体系来实现两大类[2]。目前，基于视频的人体行为识别主要包含人体行为特征提取、人体行为特征融合与描述、人体行为分类方法三个方面。
2.1 人体行为特征提取
一般而言，人体行为特征量越多，则包含的信息就越大，特征关键点就越多，但也容易造成数据量庞大，数据维度高，计算复杂度增加等问题。现有的人体行为识别特征主要包括结构特征、外观特征、运动特征、时空特征、线性投影特征、非线性特征提取和变换系数特征等方面。总之，基于视频的人体行为识别特征提取可以分为全局特征提取和局部特征提取两种方式。 
（1）基于全局特征的特征提取方法
该方法是将人体作为整体检测对象，主要有基于人体结构、人体外观、运动特征等建模方法。此类方法一般先通过视频输入，数据预处理，才能得到全局特征模型，进而依据全局特征模型进行人体目标检测。其中，像素差异化目标检测是一种通过视频帧间的像素差异化提取特征的方式，主要包括背景减除法、帧间差分法和光流法等方法。帧间差分法根据图像属性划分为预定义的类别，在连续的图像之间，使用像素间的差异来检测运动目标[3]。光流法是利用目标在视频序列的运动所引起图像像素模式的变化，例如用图像亮度模式的变化来检测运动目标[4]。背景减除法是当前运动目标与背景参考模型比较，通过存在的差异来检测运动目标[5]。剪影和轮廓就是通过背景减除法获取人体全局特征的一种方式。此外，利用全局特征模型进行特征提取，经常会遇到视频的角度、物体遮挡和多目标等问题。
（2）基于局部特征的特征提取方法
该方法是将人体看作由多个身体部位构成的集合体，包括点特征、颜色特征、纹理特征、轨迹特征和梯度特征等发生显著变化的局部位置进行特征提取。其中，方向梯度直方图是通过分析计算图像局部区域的梯度方向直方图，构建特征[6]。小边特征可以处理时序队列中人体部分遮挡和相互遮挡问题[7]。局部二值模式特征以中心像素的灰度值作为阈值，比较领域像素差异化，得到相应的二进制码来表示局部纹理特征[8]。哈尔特征是一种反映图像灰度变化的像素分模块求差值的一种特征[9]。时空兴趣点是较为典型的一种局部特征人体行为识别方法[10]。
运动目标检测的性能是特征提取的重点，目前研究的方向主要是基于深度学习的多特征运动目标检测[11]。最常用的方法就是利用卷积神经网络（Convolutional Neural Network，CNN）实现运行目标检测。其中，Girshick等人在2014年所著的算法思想R-CNN（Regions with CNN）是该领域的经典文献[12]。接着，SPPNet网络将任意大小的图像池化生成固定长度的图像表示，可以有效提升R-CNN检测的速度[13]。然后，Girshick等又提出Fast R-CNN和Faster R-CNN相融合的方法，更进一步提升了检测速度[14]。
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（1）人体行为特征融合
人体行为特征融合是将两个或两个以上的特征结合在一起，取长补短，达到提升特征表示能力的目的。目前，人体行为特征融合一般分为传统的人体行为特征融合方法和基于深度学习的人体行为特征融合方法：  
①  传统的人体行为特征融合方法
该方法通常采用多个局部特征融合，或者局部特征和全局特征相融合的方式来达到特征融合的要求。例如，Tran等人将时空特征和局部静态特征结合[15]。Jiang等人通过上下文信息融合光流和剪影的特征[16]。
② 基于深度学习的人体行为特征融合方法
在此方法中，通常利用时空概念与多层的神经网络结构相融合，提高特征表达能力。其中，2006年Lewis等人最早提出基于多核学习的人体行为识别方法[17]。2012年Vieira等人针对深度图序列提出时空占用模式提升行为识别能力[18]。2014年Karpathy等人通过连接性模型，利用早期融合、后期融合和缓慢融合的方式，使用CNN对大规模视频数据进行分类处理[19]。同年，Simonyan等人提出包含时间和空间的双流网络结构，利用CNN在多帧密集的光流上取得良好效果[20]。2015年Wang等人通过设计时空标准化和规范化频道的方法形成卷积特征图，以TDD（轨迹池深卷积描述）来提高行为特征表达性能[21]。
（2）人体行为特征描述
人体行为特征描述是将输入视频提取的特征进行选择、融合或处理的过程。近年来人体行为识别的特征描述主要分为有监督学习和无监督学习两种，其研究的主要重点分别集中在基于词典学习和基于深度学习。
①  有监督学习的特征描述
	在基于词典学习的有监督学习特征描述方法中，Guha等人利用局部时空，构建三种字典学习框架识别人的行为，字典是用一组时空描述符表达，每个描述通过稀疏表示法进行紧凑表示[22]。Win 等人提出了一种由两个对应的字典组成的可转换字典对，使用稀疏表作为特征，通过传递动作模型扩展方法，从多个源视图学习到一个目标视图[23]。Zhu等人通过弱标记数据作为辅助源数据，以一种弱监督的跨域字典学习方法来增强学习[24]。而基于深度学习的有监督学习特征描述中，Geoffery Hinton带领其团队成员在当时最大的图像数据库ImageNet上使用CNN网络进行图像分类[25]，而后AlexNet、GoogLeNet和VGG等基于CNN网络的扩展应用，增强了深度学习的性能。近年来Simonyan等人提出一种双流式包含空间和时间的CNN网络结构模型（Two-Stream Convolutional Networks）[26]。由于CNN模型多数以2D的空间信道作为模型输入，Ji和Tran等人加入时间信道，以3D卷积神经网络为模型，进行多帧的时间和空间维度的特征描述[27, 28]。
② 无监督学习的特征描述
在基于词典学习的无监督学习特征描述方法中，主要采用K均值聚类（K-Means）、K-SVD算法以及高斯混合模型等方法构造视觉词典。Aharon等人提出K-SVD，K-SVD算法是K-means聚类过程的扩展，通过迭代的方法，实现字典列的更新与稀疏表示的更新相结合[29]。Zhu等人根据它们的特征空间位置，对低层次密集的轨迹动作特征进行编码，每一对视图之间的动作都被分解为字典元素的稀疏线性组合[30]。而基于深度学习的无监督学习特征描述方法中，经典工作是由Hinton等人构建深度信念网络，识别手写数字库MNIST[31]。Le等人提出一种构建独立子空间分析算法，从未标注视频中获取不变时空特征的无监督特征学习方法，在Hollywood2，UCF，KTH和You Tube行为识别库上取得不错的效果[32]。Foggia等人提出利用受限玻尔兹曼机（Restricted Boltzmann Machine，RBM）构建深度信念网络，实现人体行为的多层表示[33]。Hasan等人从流媒体中提出一种持续的人体行为学习框架，以无监督的方式学习使用深度信念网络，以及使用主动学习方式减少手工标签的数量[34]。
2.3人体行为识别的分类方法
基于视频的人体行为识别的分类方法可以概括性的分为基于判别模型（Discriminative Model）的行为分类器和基于生成模型（Generative Model）的行为分类器。
表1  近年基于视频的人体行为识别判别模型应用概况
	年份
	研究团队
	特征表示
	分类器
	数据集

	2014
	Simonyan等[20]
	HOG+HOF
	支持向量机
	UCF-101,HMDB-51

	2014
	Vemulapalli等[35]
	关节角度
	动态时间规整
	MSR-Action3D,UTKinect-Action,Florence3D-Action

	2015
	Devanne等[36]
	3D关节
	K最近邻
	MSR-Action3D

	2015
	Liu等[37]
	Gist
	条件随机场
	DHA, UTKinect-Action, TJU, RGB-D

	2017
	[bookmark: _GoBack]Zhang等[38]
	3DHoTs
	提升树
	MSR-Action3D,MSR-Gesture3D,MSR-Activity3D,UTD-MHAD


（1）基于判别模型的人体行为分类器
	该分类器主要依据指定的训练样本或者标签数据信息，直接对不同的行为类别进行预测分类。如表1所示，近年来利用MSR-Action3D、UTKinect-Action、UCF-101、 HMDB-51等视频数据集，对3D关节、关节角度等进行特征表示，并应用判别模型的分类器，对人体行为进行识别。随着深度学习的发展，大量的神经网络架构通过学习后，在最后一层或几层进行人体行为分类识别，例如线性回归、Logistic回归和Softmax回归等。
表2  近年基于视频的人体行为识别生成模型分类器应用概况
	年份
	研究团队
	特征表示
	分类器
	数据集

	2014
	Foggia等[33]
	ADI+MHI
	受限玻尔兹曼机
	Berkeley MHAD, MIVIA

	2014
	Wu等[39]
	骨骼关节
	隐马尔可夫模型
	MSR-Action3D,MSRC12

	2014
	Faria等[40]
	DBMM
	朴素贝叶斯
	CAD-60,RGB-D

	2014
	Swears等[41]
	Handball
	动态贝叶斯网络
	CVBASE06

	2014
	Yang等[42]
	STPs
	潜在狄利克雷分配
	KTH,UCF-sports

	2015
	Lan等[43]
	MIFS
	高斯金字塔
	Hollywood2,UCF101,UCF50,HMDB51,Olympic Sports

	2015
	Gaglio等[44]
	3D关节
	马尔可夫随机场
	CAD-60,RGB-D

	2015
	Srivastava等[45]
	RGB+flow
	LSTM网络
	UCF-101,HMDB-51

	2015
	Gan等[46]
	运动特征
	Sigmoid信念网络
	CMU motion capture, MIT

	2016
	Haija等[47]
	运动特征
	混合专家模型
	YouTube-8M,Sports-1M

	2016
	Du等[48]
	3DHOG/HOF
	概率潜在语义分析
	CASIA

	2017
	Xiao等[49]
	APRNN
	自动编码器
	Weizmann motion


（2）基于生成模型的人体行为分类器
该分类器一般需要大量的行为样本来模拟真实情景下的行为概率分布，接着利用概率值，对测试行为的样本分配类别标签。如表2所示，近年来利用Hollywood2、HMDB51、Weizmann、KTH等视频数据集，对运动特征、骨骼关节等进行特征表示，并应用生成模型的分类器，优化人体行为识别。随着神经网络的发展，研究热点集中在使用扩展的神经网络结构融合分类器进行人体行为识别。其中，Plaut等人使用线性自动编码器，将数据投射到主子空间上，用于神经网络训练的学习优化[50]。Ng等人使用LSTM网络和CNN融合，对有序序列的视频建模[51]。
3 人体行为识别存在的研究难点和研究方向
当前，虽然人体行为识别技术已有丰硕的研究成果，但是人体行为识别算法尚有众多严峻问题有待解决。其难点和方向主要包括环境变化、目标动作变化和人数变化三个方面。
（1）环境变化
人体行为运动过程的识别，经常会受到复杂环境的干扰。例如，所拍摄视频的人物目标运动，容易受到光源强弱变化的影响；视频拍摄角度，所产生不同的光影效果；物体对人体运动的遮挡；人体在运动过程中的背景动态变化。这些都会对人体行为识别的准确性产生干扰。目前，研究方向大部分采用多特征融合方法，文献[15-21]就是利用此方法实现对单一噪声的规避。
（2）目标动作变化
由于不同的人产生的动作千变万化，同一个人在不同的时空域内产生的动作也不尽相同，同一个人的同一个动作在不同环境中所产生的动作也会有所差异，这些情况导致尚不存在一个通用性较强的行为识别算法适合所有行为分类。目前研究热点是结合深度学习对目标动作变化进行研究，文献[27,28]就是利用CNN实现动作变化的3D识别。
（3）人数变化
实际场景中，并不是只有针对一个人物的人体行为识别，通常不同组合的人群会产生交互性的行为，这就对人体行为识别产生一定的干扰，导致问题复杂化。关于不同组合人群交互性行为问题，对视频动作数据库识别采用动作分割方法至关重要，而文献[3-10]就涉及到众多的动作分割方法。
4 结束语
本文对一些近年来的人体行为识别的文献进行了分析和总结，回顾了基于视频人体行为识别的关键技术，探讨了此领域存在的问题和发展方向。由于人体行为识别问题的广泛性，许多重要技术在本文中未能完全涉及。值得注意的是，环境、动作和人数的变化都会导致基于视频的人体行为识别问题复杂化，限制了该领域在智能监控、虚拟现实等场景的应用，使得基于视频的人体行为识别更具研究意义。
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